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Resumo

O data mining ¢ uma area multidisciplinar que tem como objetivo extrair e descobrir
padrdes em grandes grupos de dados através de algoritmos de inteligentes. Neste artigo,
foi realizado um estudo de classificacdo de dois datasets amplamente usados na literatura:
dados de reconhecimento de vinhos italianos e dados de diabetes de indigenas Pima. Foi
realizada uma analise estatistica dos dados e a respetiva classificagdo com varios
algoritmos de classificacdo. Foram obtidos resultados semelhantes e em alguns casos
superiores aos reportados na literatura. Os melhores classificadores foram as Florestas
Aleatorias e as Redes Neuronais com valores de exatidao acima dos 80%.

Palavras-chave: classificagdo, prospecao de dados.

Title: Data Mining: Classification of Wine and Pima Indians Datasets.

Abstract: Data mining is a multidisciplinary area that aims to extract and find patterns in
large groups of data using intelligent algorithms. In this paper, we performed a
classification study of two widely used datasets in the literature: Italian wine recognition
data and Pima indigenous diabetes data. A statistical analysis of the data and the
respective classification was carried out with several classification algorithms. Similar
results and, in some cases, better results were obtained when compared to those reported
in the literature. The best classifiers were Random Forests and Neural Networks with
accuracy values above 80%.

Keywords: classification, data mining.

1. Introducao

O data mining ¢ uma éarea multidisciplinar da ciéncia da computagdo que tem como
objetivo extrair e descobrir padrdes em grandes grupos de dados através de algoritmos de
inteligentes (J. Han, 2011). O data mining esta inserido na area de inteligéncia artificial
(machine learning), data science e deep learning.
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O machine learning consiste em programas que “aprendem” automaticamente a
reconhecer padroes e a tomar decisdes. O machine learning pode dividir-se em
aprendizagem ativa, semi-supervisionada, aprendizagem ndo supervisionada, e
supervisionada (J. Han, 2011). Na aprendizagem ativa o utilizador tem um papel ativo na
identificacdo da classe dos dados. A aprendizagem semi-supervisionada utiliza ambos os
métodos de aprendizagem ndo supervisionada e supervisionada. A aprendizagem ndo
supervisionada, normalmente definida por clustering, procura padrdes com base nos
dados sem ter conhecimento prévio de como estes se dividem. Por sua vez, na
aprendizagem supervisionada, os algoritmos tém esta informagdo. A classificacdo ¢
definida como um método de aprendizagem supervisionada em que um modelo ¢
construido tendo em conta a que classe os dados pertencem. Estas classes sao categoricas
(discretas e sem ordem) e podem ter véarios significados dependendo da aplicagdo.

Este trabalho consistiu em estudar uma area do data mining, em particular, a area de
classifica¢@o aplicada a duas bases de dados: reconhecimento de vinhos italianos e dados
de diabetes de indigenas Pima. Pretendeu-se explorar a utilizagdo de diferentes algoritmos
de classificacdo e a comparagao dos resultados dos dois datasets.

O dataset “Wine” foi disponibilizado pelo Institute of Pharmaceutical and Food Analysis
and Technologies (Forina, Leardi, C, & Lanteri, 1998). O dataset inclui dados da analise
quimica de vinhos cultivados em Italia, mas derivados de trés cultivos diferentes. Este
dataset contém um total de 12KB e dados de analise quimica de 174 vinhos italianos de
trés cultivos conhecidos. A andlise quimica determinou as quantidades de 13 constituintes
diferentes, atributos ja pré-calculados (alcool, acido malico, cinzas, magnésio, tonalidade,
prolina, etc). O objetivo da utilizacao deste dataset foi classificar os 174 vinhos num dos
trés cultivos diferentes, com base na sua andlise quimica.

O dataset “Pimalndians” foi disponibilizado pelo National Institute of Diabetes and
Digestive and Kidney Diseases (PeterH Bennett, 1970; National Institutes of Health,
2020) e foi criado a partir de dados de mulheres de origem indigena “Pima”. O objetivo
da utilizacdo deste dataset ¢ prever se uma dada pessoa tem ou ndo diabetes com base nas
medidas de oito fatores de risco. Este dataset contém um total de 24KB e inclui dados de
768 mulheres com pelo menos 21 anos de idade. O atributo a classificar (classe) foi a
auséncia/presenca de diabetes e os atributos incluem informag¢do como o nimero de
gravidezes, concentracao de glucose, tensao arterial, espessura da prega de pele, idade,
etc.

Numa primeira fase, foi efetuada uma pesquisa detalhada do que ¢ normalmente utilizado
para analisar este tipo de dados. De seguida, foi efetuada uma analise dos dados de forma
a perceber quais serdo os melhores atributos e os melhores classificadores a adotar.
Posteriormente, foi feita a implementagao destes classificadores em Python utilizando a
biblioteca do Scikit-Learn (Scikit-Learn, 2021). Depois de treinados os modelos com os
classificadores escolhidos, o desempenho dos modelos foi avaliado utilizando métricas
de desempenho.

2. Estado da arte de classificacao dos datasets escolhidos

Tendo em conta o ano em que os datasets em estudo foram criados (cerca de 20 e 50 anos
para o dataset “Wine” e “Pimalndians”, respetivamente), existem ja muitos estudos que
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os abordaram, quer para resolver o problema principal e apresentar as propostas dos
autores, quer para validar novos algoritmos em conjunto com outros datasets.

Os algoritmos Naive Bayes e redes neuronais foram utilizados para classificar ambos os
datasets (Kontkanen, 1999) e obtiveram valores de exatiddao de 97,8% e 98,9% para o
dataset “Wine” e 74,5% e 76,0% para o dataset “Pimalndians”, respetivamente a cada
algoritmo. Outras abordagens com redes neuronais associadas com o algoritmo K-
Vizinhos Mais Proximos mostraram resultados maximos de exatiddo de 96,0% e 75,6%
com o dataset “Wine” e “Pimalndians”, respetivamente (Jiang, 2004). Arvores de Decisdo
foram também consideradas para classificar os dois datasets com a exatiddo chegando aos
91,7% e 78,8% para o dataset “Wine” e “Pimalndians”, respetivamente (Sagi, 2020).
Virios tipos de Florestas Aleatorias (ou grupos de Arvores de Decisdo), permitiram obter
valores de exatidao até 98,9% para o dataset “Wine” (Liu, 2005) e 79,1% para o dataset
“Pimalndians” (Banfield, 2004) (Liu, 2005) (Sagi, 2020).

Alguns algoritmos, como ¢ o caso do Support Vector Machines, tém limitagdes em
classificar datasets com mais de uma classe. Num estudo de 2002, um artigo utilizou
Support Vector Machines para classificar o dataset “Wine” utilizando a metodologia
“um-contra-um” e “um-contra-todos”. Na metodologia “um-contra-um”, os autores
efetuaram a classificacdo utilizando apenas duas classes de cada vez, obtendo 99,4% de
exatiddo, enquanto que, utilizando “um-contra-todos”, uma das classes era considerada
como a classe positiva e as restantes como classe negativa, obtendo 98,9% de exatidao
(Chih-Wei Hsu, 2002). Métodos de selecao de atributos também permitiram melhorar a
classificagdo com o dataset “Pimalndians” por 7% (de 72% para 79%) com redes RBF
(Brauer, 1997).

Em conclusdo, os resultados dos varios artigos publicados com os dois datasets mostram
que a classificagdo do dataset “Pimalndians” ¢ mais desafiante que a classifica¢do do
dataset “Wine”. Nao existem diferencas significativas de classificacao utilizando os
diferentes classificadores, apesar das Florestas Aleatorias e as redes neuronais terem
mostrado melhores desempenhos.

3. Metodologia

Nesta seccao serd apresentada a metodologia geral de classificagdo utilizada para
classificar os dois datasets escolhidos: “Wine” e “Pimalndians”.

3.1. Classificadores

Para avaliar ambos os datasets “Wine” ¢ “Pimalndians” foram utilizados cinco
classificadores: Naive Bayes, K-Vizinhos Mais Proximos, Arvores de Decisio, Florestas
Aleatoérias e Redes Neuronais. Para a implementacao dos classificadores foram utilizadas
as bibliotecas Python representadas no Error! Reference source not found..

Nas seguintes sec¢des sdo apresentados os fundamentos tedricos de alguns dos
classificadores mencionados na seccdo acima e que serao utilizados neste trabalho.
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import pandas as pd # gerir os dados da tabela

import numpy as np # calculos numéricos

import matplotlib.pyplot as plt # graficos

from sklearn.preprocessing import StandardScaler # normalizar features

from sklearn.model _selection import train_test_split # separar treino/teste

A U A W N R

from sklearn.metrics import accuracy_score, balanced_accuracy_score,
matthews_corrcoef, cohen_kappa_score, roc_curve, auc

7. from sklearn.metrics import confusion_matrix, ConfusionMatrixDisplay # calculo das
metricas

8. from sklearn.model_selection import cross_val_score, cross_val predict # cross-
validation e obter resultados

9. from sklearn.naive_bayes import GaussianNB # naive bayes

10. from sklearn.model_selection import GridSearchCV # optimizacdo de parametros

11. from sklearn.neighbors import KNeighborsClassifier # k-vizinhos mais proximos

12. from sklearn.ensemble import RandomForestClassifier # florestas aleatorias

13. from sklearn.neural_network import MLPClassifier # redes neuronais

14. from sklearn import tree # arvores de decisao

15. from sklearn.multiclass import OneVsRestClassifier # classifica¢ao "um-contra-todos™
16. from sklearn.preprocessing import label binarize # binarizar classes para a

classificacdo "um-contra-todos"

Bloco de codigo 1. Importagdo de bibliotecas Python comum a ambos os datasets.

3.1.1. Naive Bayes

O algoritmo Naive Bayes ¢ um algoritmo probabilistico que assume que os atributos do
dataset sao independentes. O algoritmo ndo requer datasets de grandes dimensdes.

Este algoritmo ¢ baseado no teorema de Bayes (Tamais, 2019). Considerando um caso
com n atributos, X = x4, ..., X, € 0 conjunto de atributos, y ¢ a label e y ¢ a label prevista,
o algoritmo pode ser representado da seguinte forma:

P(y)P(xy, ..., Xn|y)
Py | xq, . xp) = P(xll . ;l
) eeer Xpy

emque P(y | x4, ..., x,,) é aprobabilidade condicionada de acontecer y dado dos atributos
Xq, ..., Xp. Uma vez que o algoritmo assume que os atributos do dataset sdo independentes,
P(xq, ..., x,1y) = P(x1|y) X ... X P(xp|y). P(x4, ..., X,) € constante ¢, portanto, pode ser
considerado que:

PO/ 2y, ) PO | | PCaily)
i=1

O classificador atribui uma dada classe a uma observacdo, maximizando o valor de
Py | xq, e, xp):

n
g = argmaxP) | | PCuly)
i=1
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Este classificador foi implementado em Python com a fungdo GaussianNB().

3.1.2. K-Vizinhos Mais Proximos (K-Nearest Neighbors)

O algoritmo K-Vizinhos Mais Proximos classifica os dados tendo em conta a distancia
entre o ponto a considerar e os dados utilizados para treinar o algoritmo. A classe atribuida
a cada ponto resulta da maioria das classes atribuidas aos K-Vizinhos mais proximos (R.
Nisbet, 2009).

Este algoritmo tem dois principais parametros que podem ser otimizados: o niimero de
vizinhos K a considerar e a funcao da distancia usada para calcular a distancia entre os
dados. Esta distancia pode ser a distancia euclidiana (em linha recta), distincia Manhattan
ou “city-block” (em linha horizontal e vertical) ou a de Chebyshev. Estas distancias
podem ser calculadas entre dois pontos k e [, seguindo as seguintes formulas:

d
Distancia euclideana = Z(xik —x;1)?
i=1
d
Distancia Manhattan = | xir — xi1 |
i=1

Distancia Chebyshev = max(]| x;;, — xi; |)
i

O classificador K-Vizinhos Mais Proximos foi implementado com a fungdo
KNeighborsClassifier () e foram otimizados o nimero de vizinhos (considerando de 1 a
10) e o tipo de distancias (euclidiana, Manhattan e Chebyshev).

3.1.3. Arvores de decisdo (Decision Trees)

As Arvores de Decisido criam modelos com uma estrutura de arvore, dividindo o conjunto
de treino em problemas de aprendizagem mais pequenos. Uma arvore de decisdo
geralmente comega com um unico né/folha, que se divide em varios nés/folhas. Cada um
desses nos leva a nos adicionais, ramificando-se noutras possibilidades. As arvores de
decisdo trabalham diretamente de uma s6 preparagao de tabela de dados, ndo exigindo
qualquer preparagao prévia dos dados. Também nao sdo afetadas pela falta de valores nos
dados ou dados discrepantes. Incluem uma analise exaustiva, mas com recursos nada
complicados para o seu desenvolvimento, ao contrario dos dois classificadores falados
acima.

A escolha dos nos/folhas pode ser determinada por dois tipos de critérios: entropia ou

indice de gini. Ambos verificam como os dados estdo distribuidos de acordo com a classe
a prever.

C
gini = Z pi(1—py)
i=1
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c
entropia = — Z pilog, p;
i=1

onde p; ¢ a probabilidade dos dados pertencerem a classe i. O objetivo na construcao da
arvore ¢ minimizar a entropia ou o indice de gini.

As Arvores de Decisdo foram implementadas com a fungdo DecisionTreeClassifier ().
Existem alguns pardmetros que podem ser otimizados nas arvores de decisdo que definem
como a arvore ¢ criada e como ¢ feita a decisao de que nos/folhas da arvore sao
redundantes e podem ser excluidas da arvore. Foram otimizados o critério a utilizar (gini
ou entropia), a profundidade maxima (niveis) da arvore (1 a 10), o nimero minimo de
observagdes em cada folha (2 a 15), o nimero minimo de observagdes para separar os
dados numa nova folha (1 a 15) e 0 méximo de folhas (2 a 15).

3.1.4. Florestas Aleatorias (Random Forests)

As florestas aleatérias sdo uma combinacdo das arvores de decisdo que permitem
generalizar os resultados quando comparados com uma sé arvore de decisao. As florestas
aleatorias criam varias arvores de decisao utilizando uma selecao aleatoria dos atributos
do dataset para cada arvore (Breiman, 2001). Tal como no caso do algoritmo K-Vizinhos
Mais Proximos, o resultado da classificagdo resulta da maioria dos resultados de todas as
arvores.

As Florestas Aleatorias com a fungdo RandomForestClassifier() e a sua otimizagao de
parametros inclui os parametros das arvores de decisdo e o numero de arvores (5, 50, 100
e 150).

3.1.5. Redes Neuronais

Uma rede neuronal ¢ constituida por elementos chamados neuronios que podem ser
organizados em varias camadas. Um Perceptrdao, ¢ uma rede neuronal simples, ou de
camada Unica, que simboliza um neurdnio. Um s6 neuroénio € constituido por p sinais de
entrada (Ci, C, ..., Cp), que representam os atributos, por pesos (Wi, w2, ..., Wp); € por
um bias, uma entrada de valor "1" associada a um peso "w" em cada neuronio.

O valor de saida desta rede neuronal ¢ calculado a partir da soma ponderada dos sinais de
entrada (V) e da aplicagdo de uma fung¢ao de ativagao e de uma funcao de limitagao.

O valor de vy, € calculado como w1Cq + w,C; + ... + w,C,. Um exemplo da fungéo
de ativacao ¢ a funcao sigmodide onde o valor resultante se encontra compreendido entre
Oel:

1

f@=a+ves
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A fungdo de limitagao permite binarizar o valor tendo em conta um dado limiar (por
exemplo 0,5). Assim, os valores de saida serdao valores booleanos (0 ou 1):

Yk = 1, se f(a) >= limiar usado
ou
yk = 0, se f(a) < limiar usado

A aprendizagem da rede neuronal implica a alteracao dos pesos a cada iteragdo, consoante
o erro obtido e a partir dos pesos antes utilizados. Para o célculo destes novos pesos sao
necessarios parametros como a taxa de aprendizagem.

As Redes Neuronais foram implementadas em Python com a fungdo MLPClassifier(). Na
otimiza¢do de parametros foram variados o nimero de camadas e neurdnios da rede (3
camadas com 50 neurénios cada; 3 camadas com 50, 100 e 50 neurdnios respetivamente;
1 camada com 100 neurdnios; 1 camada com 50 neurdnios), a fungdo de ativagdo
(sigmoide, tangente hiperbolica, unidade linear retificada), o método de propagacao de
erros, a taxa de aprendizagem (constante ou adaptativa) e o maximo de iteragdes (50, 100,
150). Estes parametros foram utilizados com base em exemplos na literatura.

3.2. Classificac¢ao

Num primeiro passo, os dados foram separados em duas varidveis (x e y), um grupo de
atributos/features  (caracteristicas representativas dos dados) e wum atributo
discriminante/label (atributo que define a que classe pertence). Os dados de cada atributo
(x) foram normalizados com média 0 e desvio padrao 1, como apresentado no Error!
Reference source not found..

dados = pd.read_csv('wine.csv")
x = dados.iloc[:,1:]

y = dados["Class"]

std_scaler = StandardScaler()

vi A W N R

x = pd.DataFrame(std_scaler.fit_transform(x), columns=x.columns)

Bloco de codigo 2. Exemplo de leitura de dados e normalizagdo de atributos com o dataset

“Wine”. O codigo para o dataset “Pimalndians” é semelhante.

O conjunto de dados foi dividido em conjunto de treino e teste na propor¢ao 75%/25%,
como apresentado no bloco de codigo 3. O classificador cria um modelo ao aprender
padrdes a partir do conjunto de treino. Depois de criado o modelo, este ¢ testado utilizando
um conjunto de teste que recebe apenas o grupo de atributos das observagdes respetivas.
O grupo de labels previstas ¢ posteriormente comparado com as labels originais
associadas ao grupo de teste e utilizado para calcular métricas de desempenho.
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1. # Dividir em treino e teste

2. X_train, X_test, y_train, y test = train_test_split(x, y, random_state=0)

Bloco de codigo 3. Exemplo de codigo para dividir o conjunto de dados em treino e teste.

Os algoritmos foram treinados utilizando o método Validagdo Cruzada por Camadas
Estratificadas (com um valor de K=5) no conjunto de treino. Este método consiste em
treinar e testar o classificador varias vezes, dividindo os dados em diferentes subconjuntos
de treino e teste em cada iteragdo. O classificador ¢ treinado com K-1 subconjuntos e
testado pelo subconjunto que falta. O melhor modelo ¢ escolhido tendo em conta a média
dos resultados de classificagdo de cada iteracdo. No caso da Validagdo Cruzada por
Camadas Estratificadas ¢ assegurada que a proporcao das classes em cada subconjunto ¢
mantida. O melhor modelo foi encontrado avaliando as métricas de desempenho como a
exatiddo, exatidao ponderada, o coeficiente de correlacdo Matthews, a matriz confusao e
a curva ROC, calculadas utilizando o conjunto de teste. O bloco de codigo 4 apresenta
um exemplo desta metodologia para o classificador K-Vizinhos Mais Préximos,
incluindo a divisdo em treino/teste, otimizagdo de parametros com Validagdo Cruzada por
Camadas Estratificadas e célculo das métricas.

Um dataset pode ter dados pertencentes apenas a duas classes (caso binario) ou a mais
classes. No caso binario, a condi¢ao negativa ¢ frequentemente representada pela label 0
e a condicao positiva ¢ representada pela label 1.

3 # k-Vizinhos Mais Préximos

4 parameters = {

5 'n_neighbors':np.arange(1,10),

6. 'metric':["euclidean"”,"manhattan","chebyshev"]

7 ¥

8 neigh = KNeighborsClassifier()

9 # Otimiza¢do de parametros, Valida¢do Cruzada por Camadas Estratificada (pré-definido)

com 75% dos dados
10. clf = GridSearchCV(neigh, parameters, cv=5)

11. clf.fit(X_train, y_train)

12. # Teste do melhor modelo com 25% dos dados

13. y_pred_test_bin_KNN = clf.best_estimator_.predict(X_test)

14. y_pred_test_prob_KNN = clf.best_estimator_.predict_proba(X_test)

15. # Métricas

16. # https://scikit-learn.org/stable/modules/model_evaluation.html#accuracy-score

17. print('Accuracy:' + str(accuracy_score(y_test, y_pred_test_bin_KNN)))

18. # https://scikit-learn.org/stable/modules/model_evaluation.html#balanced-accuracy-
score

19. print('Balanced accuracy:

y_pred_test_bin_KNN)))

+ str(balanced_accuracy_score(y_test,

20. # https://scikit-learn.org/stable/modules/model_evaluation.html#matthews-correlation-

coefficient
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21. print('Matthews Correlation Coefficient:' + str(matthews_corrcoef(y_test,
y_pred_test_bin_KNN)))

22. # Matriz Confusao

23. cm = confusion_matrix(y_test, y_pred_test_bin_KNN)

24. disp = ConfusionMatrixDisplay(confusion_matrix=cm)

25. disp.plot()

Bloco de codigo 4. Exemplo de classificagdo e calculo de métricas com o algoritmo K-Vizinhos
Mais Proximos que ¢ comum para os dois datasets.

3.3. Métricas de desempenho

Existem varias métricas que podem ser utilizadas para avaliar o desempenho dos
algoritmos de classificagao.

A exatiddo representa a fragdo do numero de observacdes corretamente classificados e ¢

calculada da seguinte forma:
Nobs

1 VP VN
20130 = 2P AV

Nobs Nobs

onde n,,, corresponde ao nimero de observagdes, J; a classe prevista e y; a classe real.
VP ¢ o nimero de Verdadeiros Positivos (observacdes com classe positiva e classificadas
como positivas) e VN ¢ o nimero de Verdadeiros Negativos (observagdes com classe
negativa e classificadas como negativas).

O numero de VP e VN, tal como o nimero de Falsos Positivos (FP - observagdes com
classe negativa e classificadas como positivas) e Falsos Negativos (FN - observagdes com
classe positiva e classificadas como negativas) podem ser analisados através da matriz
confusdo (figura 1). A matriz confusao ¢ calculada a partir dos resultados de classificagao
binarios obtidos pelo classificador.

Classe Real

Condigdo positiva Condic@o negativa 0

1

Previsdo 1 Verdadeiros Positivos Falsos Positivos

Positiva (0%3) (FP)
Classificaggo
Previsdo 0 Falsos Negativos Verdadeiros Negativos

negativa (FN) (VN)

Figura 1. Estrutura da matriz confusao.

Quando ndo existe a mesma propor¢cdo de observacdes para cada classe, a exatidao
mencionada acima pode ndo ser a mais representativa do desempenho dos algoritmos.
Nestes casos, podem ser utilizadas duas outras métricas: a exatiddo ponderada e o
coeficiente de correlagao Matthews.
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A exatidao ponderada tem em conta a propor¢do de falsos positivos e falsos negativos, e
¢ calculada da seguinte forma:

1( VP N VN )
2\VP+FN VN + FP

O coeficiente de correlagdo Matthews tem também em conta as métricas da matriz

confusdo e ¢ calculada da seguinte forma:
VP XVN — FP X FN

JP +FP)Y(VP + FN)(VN + FP)(VN + FN)

Este coeficiente estd compreendido entre -1 e +1, sendo que +1 representa uma
classificacdo perfeita, 0 representa uma classificacdo aleatéria e -1 representa uma
classificagdo inversa. Permite inferir sobre o desempenho do classificador tendo como
referéncia a classificagdo “a sorte”.

O desempenho dos algoritmos pode ser comparado utilizando a curva ROC. A curva ROC
¢ uma representagdo grafica que ilustra o desempenho de classificador em fungao da Taxa
de Falsos Positivos (TFP) e a Taxa de Verdadeiros Positivos (TVP), que sao calculados
da seguinte forma:

TFP = kP
" FP+VN
TVP = ———
VP + FN

A curva ROC (figura 2) ¢ obtida ao variar o limiar que transforma os resultados de
classificagdo em forma de probabilidades em forma binaria. Para cada valor do limiar,
pode-se obter um valor de VP e FN que permitira tragar a curva ROC. A partir das curvas
ROC, pode-se calcular a area de baixo da curva, normalmente representado por AUC (do
inglés, Area Under the Curve). Um classificador perfeito terda uma curva que se aproxima
do canto superior esquerdo (TFP=0 e TVP=I), onde a AUC sera igual a 1. Um
classificador ¢ considerado bom/razoavel se a sua curva estiver acima da diagonal que
resulta numa AUC igual a 0.5. Abaixo dessa curva, o classificador ¢ considerado mau.

1k

Perfect test (AUC=1.0)
0sf

08F
ask Moderate test (AUC=0.8)
06
05k
0AF

0sk Chance diagonal (AUC=0.5)

Taxa de Verdadeiros Positivos

l:.' 0‘-‘ 0:2 0‘3 0?4 0:5 015 0?7 O:E UTB ;
Taxa de Falsos Positivos

Figura 2. Exemplo de trés curvas ROC (Andy.K Devos, 2007).
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4. Dataset de vinhos italianos

Nesta seccdo sera apresentada a descrigdo dos atributos do dataset de vinhos italianos, a
analise estatistica descritiva, resultados e respetiva discussao da classificagao.

4.1. Analise dos Dados

A tabela 1 apresenta a descri¢do dos atributos do dataset “Wine”. Existem 13 atributos
que serdo utilizados para classificar a classe do tipo de cultivo. Existem 174 observagdes
no total, 59 observa¢des/vinhos da classe 1, 71 da classe 2 e 48 da classe 3.

Tabela 1. Descrigao dos atributos do dataset “Wine”.

# Nome de atributo Tipo Descricao
1 Id Uid Identificador inico do registo/exemplo
2 Class Int Numero do cultivo de vinhos (1, 2 ou 3)
3 Alcohol double Teor alcoolico (% v/v)
4 MalicAcid double Acido mélico
5 Ash double Cinza
6 AlcalinityAsh double Alcalinidade das cinzas
7 Magnesium Int Magnésio
8 PhenolsTotal double Fendis totais
9 Flavanoids double Flavanoides
10 NonflavanoidPhenols double Fendis inflavonoides
11 Proanthocyanins double Proantocianidinas
12 Color double Intensidade da cor
13 Hue double Tonalidade
14 OD280/0D315 double 0D280 / OD315 de vinhos diluidos
15 Proline Int Prolina

Nos diagramas de caixas de dados originais de cada atributo/feature do dataset “Wine”
verificou-se que existe variabilidade entre os valores de todos os atributos, nomeadamente
no seu valor médio. O atributo Prolina e 0 Magnésio tém valores bastante diferentes dos
restantes. Por isso, ¢ importante fazer a normalizagdo dos atributos, o que resulta no
grafico da figura 3. A partir deste novo grafico, ¢ possivel comparar as distribui¢cdes que,
apesar de terem diferencas, estas ndo sdo significativas.

Alcol

ho

MalicAcid

Ash

AlcalinityAsh ~ Magnesium PhenoisTotal

Flavanoids NonflavanoidPhenoRroanthocyanins

Color

Hue

0D280/0D315

Proline

Figura 3. Diagrama de caixas dos dados de cada atributo/feature do dataset “Wine”
normalizados com média 0 e desvio padrao 1.
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Na figura 4 estao representados os diagramas de caixas de cada atributo agrupados por
classe, o que permite ver as diferencas de cada atributo por cada tipo de vinho e aferir
quais atributos permitirdo distingui-los. Por exemplo, no caso dos Fenodis e Flavanodides a
classe 1 e 3 sdo bastante distinguiveis, uma vez que as suas distribui¢des ndo se cruzam.
J& no caso do atributo Alcool, a distribuicio da classe 2 distingue-se mais das
distribui¢des das restantes classes.

Alcohol

MalicAcid

AlcalinityAsh

4
° -+ o =] g
21— 1L 1 1 | | s Al
8 I g 2|8 ‘ £ ‘ ] J,,
ot & B3 £ = == = piiy
L E = = T T — m
-2 + 1 - 1
-4 $
Magnesium PhenolsTotal Flavanoids NonflavanoidPhenols
o
4 ’3 i
2 T E - ;T T T i “' T
== R = 8 T -
<L | | mm ) T = -y ! [
=3 j T - _‘ 5 = I l L2
-4
Proanthocyanins Color Hue 0D280/0D315
4 $ T t
Py 8 I il 1 1
+ ¥ \
R ! L 4 i
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Class

Figura 4. Diagrama de caixas dos dados de cada atributo/feature do dataset “Wine”
normalizados com média 0 ¢ desvio padrao 1, agrupados pelas trés classes de cultivo.

4.2. Resultados e Discussio da Classificaciao

Como descrito na sec¢ao 3, o conjunto de dados foi dividido em conjunto de treino e teste,
o que resultou em 133 observagdes para treino e 45 observagdes para teste. O conjunto
de treino foi utilizado para treinar e otimizar os parametros do modelo, enquanto que o
desempenho do modelo foi avaliado no conjunto de teste.

Nas tabelas 2 e 3 sdo apresentados os resultados de classificagao do conjunto de teste do
dataset “Wine” correspondentes a avaliacdo das trés classes, que correspondem a trés
cultivos. Os melhores resultados de classificacdo foram obtidos com as Florestas
Aleatorias e as Redes Neuronais, com exatidao de 100%. Nos restantes classificadores,
existem diferencas entre a exatiddo e a exatidao ponderada, resultantes da propor¢ao entre
classes do dataset. No entanto, o coeficiente de correlagdo Matthews mostra que a
classificacao ¢ satisfatoria, com valores acima dos 0,9.
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Tabela 2. Resultados de classificagdo do dataset “Wine” (parte 1).

Classificadores | Exatidao Exatidao  Coeficiente de Matriz Confusiao
Ponderada correlacio
Matthews
Naive Bayes 0,9333 0,9523 0,9000
B
K-Vizinhos 0,9555 0,9683 0,9320
Mais Proximos
H
Arvores de 0,9556 0,9633 0,9300
Decisao
H
Florestas 1,000 1,000 1,000
Aleatorias
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Tabela 3. Resultados de classificagdo do dataset “Wine” (parte 2).

Classificadores | Exatidao Exatidao Coeficiente Matriz Confusao
Ponderad de correlacio

a Matthews

Redes 1,000 1,000 1,000

Neuronais

True label

Predicted label

A representagdo grafica da arvore de decisdo obtida para este dataset foi obtida com o
bloco de codigo 5 e encontra-se apresentada na figura 5. Apenas os atributos Flavanodides,
Cor e Prolina sdo utilizados para classificar os dados, o que ¢ uma indicagdo de que estes
serdo os atributos com maior importancia na classificagcdo. O atributo Flavanoéides ja tinha
sido mencionado na sec¢do 4.1 durante a analise dos diagramas de caixas, pois mostrava
uma diferenca maior na distribui¢ao agrupada por classes. Seguindo esta arvore, podem
ser criadas 5 regras que permitam a uma pessoa ou a um sistema classificar um novo
conjunto de dados de anélises quimicas de vinhos:

e 1°Regra: Se Flavanoides <= 1,575 e Cor <= 3,825 entdo o vinho ¢ do tipo de
cultivo (classe) 2.

e 2° Regra: Se Flavanoides <= 1,575 e Cor > 3,825 entdo o vinho ¢ do tipo de
cultivo (classe) 3.

e 3°Regra: Se Flavanodides > 1,575 e Prolina <= 724,5 entdo o vinho ¢ do tipo
de cultivo (classe) 2.

e 4°Regra: Se Flavandides > 1,575 e Prolina > 724,5 e Cor <= 3,46 entdo o vinho
¢ do tipo de cultivo (classe) 2.

e 5°Regra: Se Flavanodides > 1,575 e Prolina > 724,5 e Cor > 3,46 entdo o vinho

¢ do tipo de cultivo (classe) 1.
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1. fig = clf.best_estimator_.fit(x,y)

plt.figure(figsize=(15,12))

3. tree.plot_tree(fig, fontsize=10, feature_names=x.columns.values,
class_names=["1","2","3"])

4. plt.show()

N

Bloco de codigo 5. Criagao da figura com a arvore de decisao obtida (“clf.best estimator ).

entropy = 1 567
samples = 178
value = [59, 71, 48]
class = 2

Flavandides <= 1.575 Flavandides > 1.575

entropy = 0.771 entropy = 1.0
samples = 62 samples = 116
value = [0, 14, 48] value = [56, 57, 0]

class = 1

Class = 3 1
Prolina <=724.5 \prolina > 724.5

Cor == 3.825 Cor > 3.825

entropy = 0.0
samphes = 13
value = [0, 13, 0]
class = 2

entropy = 0 144
samples = 49
value = [0, 1, 48]
class = 3

entropy = 0.133
samplés = 54
value = [1, 53, 0]
class = 2

entropy = 0.345
samples = 62
value = |58, 4, 0]

class = 1

Cor <= 3.46 / \ Cor = 3.46

entropy = 0.0
samples = 4
vabue = [0, 4, 0]
class = 2

entrogy = 0.0
samples = 38
walue = [58, 0, 0]
class = ]

Figura 5. Representacéo grafica da arvore de decis@o obtida com o dataset “Wine”.

O dataset “Wine” tem trés classes e por isso, para calcular a curva ROC, € necessario
fazer classificacao aos pares. Nesse sentido foi utilizada a funcdo OneVsRestClassifier()
que permite classificar os dados num método “‘um-contra-todos”, em que uma classe ¢
considerada como condi¢do positiva e as restantes como condi¢do negativa. Assim, 0s
resultados do dataset “Wine” tem trés curvas ROC por classificador, correspondente a
cada uma das iteragdes do método “um-contra-todos”. O bloco de cddigo 6 apresenta um
exemplo deste método utilizando o algoritmo K-Vizinhos Mais Proximos.

Nas tabelas 4 e 5 estdo apresentadas as curvas ROC de cada classificador na metodologia
“um-contra-todos” e a respetiva area debaixo da curva. Os classificadores Naive Bayes
e Florestas Aleatorias sdo os que tém melhores resultados da curva ROC. Estes resultados
mostram que a classificagdo “um-contra-todos” obtém melhores resultados do que a
classificagdo em que as trés classes sdo utilizadas.
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# k-Vizinhos Mais Préximos "um-contra-todos"
parameters = {
‘estimator__n_neighbors':np.arange(1,10),

'estimator__metric':["euclidean", "manhattan",

}
clf_temp = OneVsRestClassifier(KNeighborsClassifier())

chebyshev"]

# Otimizagao de parametros Validacao Cruzada por Camadas Estratificadas
clf = GridSearchCV(clf_temp, parameters, cv=5)
clf.fit(X_train, y_train)

O 00 N O U A W N R

10. y_pred_test KNN = clf.best_estimator_.predict_proba(X_test)
11. # Calcular curva ROC curve e area da curva para cada classe
12. fpr = dict()

13. tpr = dict()

14. roc_auc = dict()

15. y_test _new = label binarize(y_test, classes=[1, 2, 3])

16. for i in range(n_classes):

17. fpr[i], tpr[i], _ = roc_curve(y_test_new[:,i], y pred_test_prob_KNN[:, i])
18. roc_auc[i] = auc(fpr[i], tpr[i])

19. plt.figure()

20. plt.plot(fpr[0], tpr[o],

21. lw=2, label='Class 1 (area = %0.2f)"' % roc_auc[@])
22. plt.plot(fpr[1], tpr[1],
23. 1w=2, label='Class 2 (area = %0.2f)"' % roc_auc[1])
24. plt.plot(fpr[2], tpr[2],
25. lw=2, label='Class 3 (area = %0.2f)"' % roc_auc[2])
26. plt.plot([e, 1], [@, 1], color="navy', lw=2, linestyle='--")

27. plt.xlim([@.0, 1.0])

28. plt.ylim([@.0, 1.05])

29. plt.xlabel('False positive rate')
30. plt.ylabel('True positive rate')
31. plt.title('ROC curve')

32. plt.legend(loc="lower right")

33. plt.show()

Bloco de codigo 6. Exemplo de classificagdo “um-contra-todos” com o algoritmo K-Vizinhos

Mais Proximos para célculo da curva ROC para o dataset “Wine”.
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Tabela 4. Resultados da curva ROC do dataset “Wine” (parte 1).

Classificadores Curva ROC e respetiva area (AUC)
Naive Bayes
ROC curve
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Tabela 5. Resultados da curva ROC do dataset “Wine” (parte 2).

Classificadores Curva ROC e respetiva area (AUC)
Florestas
.. ROC curve
Aleatorias
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Com o algoritmo das Florestas Aleatorias conseguimos analisar a importancia dos
atributos para a classificagdo. Na figura 6 estdo representadas as importancias de cada um
dos atributos, obtidas utilizando o Bloco de codigo 7.

1. importances = clf.best_estimator_.feature_importances_
2. std = np.std([tree.feature_importances_ for tree in
clf.best_estimator_.estimators_],
axis=0)
indices = np.argsort(importances)[::-1]

plt.figure()
. plt.title("Feature importances")
9. plt.bar(range(x.shape[1]), importances[indices],
10. color="r", yerr=std[indices], align="center")
11. plt.xticks(range(x.shape[1]), indices)
12. plt.x1im([-1, x.shape[1]])
13. plt.show()

3
4
5.
6. # Plot the impurity-based feature importances of the forest
7
8

Bloco de codigo 7. Estimativa da importancia dos atributos a partir do classificador Florestas
Aleatorias e criagdo de grafico.
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0.4 1

03

02

01

: Fde
9 6 1210 0 11 5 1 3 4 7 8 2

Numero do atributo
Figura 6. Grafico da importancia dos atributos no dataset “Wine”. Os niimeros no eixo
horizontal correspondem aos seguintes atributos: 9=Color; 6=Flavanoids; 12=Proline; 10=Hue;

0=Alcohol; 11=0D280/0D315; 5=PhenolsTotal; 1=MalicAcid; 3=AlcalinityAsh,;
4=Magnesium; 7=NonflavanoidPhenols; 8=Proanthocyanins 2=Ash.

Importancia do atributo

O desempenho dos classificadores tendo em conta os atributos com maior importancia
foi avaliado, selecionando os atributos a estudar como apresentado no Bloco de cdodigo 8.

X = dados.iloc[:,1:]

std_scaler = StandardScaler()

x = pd.DataFrame(std_scaler.fit_transform(x), columns=x.columns)
x = x.iloc[:,[9,6,12,10]]

P wWNR

Bloco de codigo 8. Exemplo de codigo para selecionar atributos 9, 6, 12 e 10 que correspondem
aos atributos de maior importancia do dataset “Wine”.

Na tabela 6 estdo representados os resultados para estes diferentes testes. Como o nimero
de dados em cada uma das classes ¢ diferente, a exatidao ponderada foi a métrica utilizada
para apresentar estes resultados. A excecdo das arvores de decisdo, quando se utilizam
menos atributos para a classificacdo, o desempenho dos classificadores piora, apesar
destes atributos serem aqueles com maior importancia para a classificagdo (como
observado na figura 6). O desempenho das arvores de decisdo quando apenas os 3
atributos com maior importancia sao utilizados ¢ idéntico ao desempenho das Florestas
Aleatorias e Redes Neuronais.
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Tabela 6. Resultados de exatiddo ponderada para varios testes com diferentes atributos do

dataset “Wine”.

Todos os atributos 4 atributos 3 atributos 2 atributos 1 atributo
9=Color de maior de maior de maior de maior
6=Flavanoids importincia | importincia | importincia | importanci
12=Proline 9=Color 9=Color 9=Color a
10=Hue 6=Flavanoid | 6=Flavanoid | 6=Flavanoid | 9=Color
0=Alcohol S s 12=Proline | s
11=0D280/0D315 12=Proline
5=PhenolsTotal 10=Hue
1=MalicAcid
3=AlcalinityAsh
4=Magnesium
7=NonflavanoidPheno
Is 8=Proanthocyanins
2=Ash
Naive 0,952 0,937 0,916 0,863 0,754
Bayes
K- 0,968 0,952 0,937 0,889 0,717
Vizinhos
Mais
Proximos
Arvores de 0,963 0,968 0,984 0,905 0,696
Decisao
Florestas 0,984 0,984 0,895 0,884 0,696
Aleatérias
Redes 0,984 0,958 0,911 0,863 0,696
Neuronais

4.3. Conclusao

Os atributos mais representativos do dataset “Wine” s3o a intensidade da Cor, a
quantidade de Flavanoides e a quantidade de Prolina. A arvore de decisdo obtida (figura
5) permite retirar regras que podem ser utilizadas por uma pessoa ou um sistema para
avaliar a que tipo de cultivo pertence um determinado vinho, utilizando apenas estes trés
atributos. Neste caso, significa que os trés cultivos utilizados para esta base de dados se
distinguem pela composicdo quimica de quantidade de Flavanodides e a Prolina e a
intensidade da Cor. A partir da arvore de decisdo ¢ possivel tirar as seguintes regras

gerais:

o Vinho do tipo de cultivo 1: se a quantidade de flavanoéides > 1,575, quantidade

de prolina > 724,5 e intensidade de cor > 3,46.

o Vinho do tipo de cultivo 3:

intensidade de cor > 3,825.
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o Vinho do tipo de cultivo 2: caso contrario, ou seja, se a quantidade de
flavandides <= 1,575 e intensidade de cor <= 3,825 ou se a quantidade de
flavandides > 1,575 e a quantidade de prolina <= 724,5 ou se a quantidade de
flavanoides > 1,575, a quantidade de prolina > 724,5 e intensidade de cor <=

3,46.

No entanto verificou-se que a utilizagdo de todos os atributos para a classificagao,
melhora o desempenho dos algoritmos, permitindo uma exatiddo de 100% e exatiddo
ponderada de 98,4% em alguns destes. Nestes casos, o modelo criado em Python ou
noutra linguagem teria de ser utilizado visto que o modelo nao ¢ facilmente reprodutivel
graficamente. Os resultados estdo dentro da mesma gama de valores dos reportados por
outros autores (secc¢ao 2). Tanto neste estudo como nos estudos reportados, os melhores
classificadores sdo as florestas aleatorias e as redes neuronais.

Estes resultados permitem concluir que os tipos de cultivo dos vinhos sdo distinguiveis a
partir da sua andlise quimica. Para utilizar um destes modelos perante um novo vinho, o
utilizador teria que fazer o mesmo tipo de anélise quimica apresentado neste dataset, ou
apenas utilizando os trés atributos mencionados acima e normalizar os seus valores tendo
em conta os limites utilizados na criagao deste modelo.

5. Dataset dos Indigenas Pima

Nesta sec¢do sera apresentada a descrigdo dos atributos do dataset, a analise estatistica
descritiva, resultados e respetiva discussdo da classificacdo do dataset dos Indigenas
Pima.

5.1. Analise dos Dados

A tabela 7 apresenta a descri¢do dos atributos do dataset “Pimalndians”. Existem 8
atributos que serdo utilizados para classificar a classe do tipo de auséncia/presenca de
diabetes, através de codificacdo binaria (0/1). Existem 768 observagdes no total, 500
observagdes da classe 0 (auséncia de diabetes) e 268 da classe 1 (presenca de diabetes).

No diagrama de caixas dos dados originais de cada atributo/feature do dataset
“Pimalndians” verificou-se que o atributo SerumInsulin tem uma amplitude maior que os
restantes. Mais uma vez, ¢ feita a normalizacdo dos atributos, o que resulta no grafico da
figura 7. Neste caso, as diferencas também ndo sdo significativas.
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Tabela 7. Descrigao dos atributos do dataset “Pimalndians”.

# Nome de atributo Tipo Descricio

1 Id Uid Identificador tinico do registo

2 NuPregnancy Int Numero de gravidezes

3  Glucose Int Concentragdo plasmatica de glicose
por 2 horas em teste oral de
tolerancia a glicose

4 DiastolicBP Int Pressdo arterial diastdlica (mm Hg)

5 TricepsSkinFoldThickness Int Espessura da dobra da pele do
triceps (mm)

6 Serumlnsulin Int Nivel de Insulina em soro de 2 horas
(mu U/ml)

7 BodyMassIndex double Indice de massa corporal (peso em
kg / (altura em m)"2)

8 DiabetesPedigree double Fungdo de pedigree de diabetes
(probabilidade de desenvolver
diabetes com base no histérico
familiar)

9 Age Int Idade (em anos)

10 Class Int Auséncia/presenga de diabetes
0: auséncia de diabetes
1: presenga de diabetes

a E :

2 i i = 3 J i 7 I +

—41

NuPregnancy Glucose DiastolicBP  TricepsSkinFoldThickness Seruminsulin BodyMassindex DiabetesPedigree Age

Figura 7. Diagrama de caixas dos dados de cada atributo/feature do dataset “Pimalndians”
normalizados com média 0 ¢ desvio padrao 1.

Na figura 8 estdo representados os diagramas de caixa dos atributos agrupados por classe.
Ao contrario do que acontecia no dataset “Wine”, neste caso as distribuicdes de cada
atributo ndo sdo visualmente diferenciaveis. Por exemplo, no caso do numero de
gravidezes, a amplitude de valores ¢ maior para a classe 1 (com diabetes), no entanto as
distribui¢cdes nao apresentam muitas diferencas entre si. Isto explica o facto dos resultados
apresentados pelos outros autores (mencionados na sec¢do 2) mostrarem que a
classificagdo do dataset “Pimalndians” tem piores resultados de classificacdo que o
dataset “Wine”.
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Figura 8. Diagrama de caixas dos dados de cada atributo/feature do dataset “Pimalndians”
normalizados com média 0 e desvio padrao 1, agrupados pelas duas classes (auséncia/presenga
de diabetes).

5.2. Resultados e Discussao da Classificaciao

Como descrito na seccdo 3, o conjunto de dados foi dividido em conjunto de treino e teste,
o que resultou em 576 observagdes para treino € 192 observagdes para teste. O conjunto
de treino foi utilizado para treinar e otimizar os parametros do modelo, enquanto que o
desempenho do modelo foi avaliado no conjunto de teste.

Nas tabelas 8 e 9 sdo apresentados os resultados de classificagdo do conjunto de teste do
dataset “Pimalndians” correspondentes a avaliagdo das duas classes (auséncia/presenga
de diabetes). Os melhores resultados de classificagdo foram obtidos com as Redes
Neuronais, ndo ultrapassando os 80,2% de exatiddo. Em qualquer um dos classificadores,
existem mais Falsos Negativos do que Falsos Positivos. Este resultado pode ser afetado
pelo facto de existirem mais dados da condi¢ao negativa do que da condigao positiva. Tal
como no caso do dataset “Wine”, existem diferencas entre a exatiddo e a exatidao
ponderada, resultantes da propor¢ao entre classes do dataset. Neste caso, o coeficiente de
correlacdo Matthews mostra que a classificag@o € pior, com valores de cerca de 0.4. No
entanto, mostra que os classificadores tém melhor desempenho do que a sorte.
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Tabela 8. Resultados de classificagdo do dataset “Pimalndians” (parte 1).

Classificadores | Exatidio  Exatidao

Coeficiente de Matriz Confusao
Ponderada correlacio
Matthews
Naive Bayes 0,7656 0,7046 0,4389

True label

0 1
Predicted label

K-Vizinhos 0,7344 0,6773 0,3709

Mais Proximos

True label

Arvores de 0,7500 0,6635 0,3838
Decisao
3
Predicted label
Florestas 0,7396 0,6896 0,3901
Aleatorias

True label

Predicted label
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Tabela 9. Resultados de classificagdo do dataset “Pimalndians” (parte 2).

Classificadores | Exatidao Exatidao Coeficiente Matriz Confusao
Ponderada de
correlacio
Matthews
Redes 0,8020 0,7530 0,5320

Neuronais

Tue label

Predicted label

A representacdo grafica da arvore de decisdo obtida estd representada na figura 9, tendo
sido obtida pelo Bloco de codigo 9. A partir desta arvore € possivel verificar que apenas os
atributos Glucose, Idade e Indice de Massa Corporal sdo utilizados para classificar os
dados. Esta ¢ uma indicacao para a importancia da avaliacdo da importancia dos atributos.
Seguindo esta arvore, podem ser criadas 5 regras que permitam a uma pessoa ou a um
sistema classificar um novo conjunto de dados de fatores de risco de uma mulher ter ou
nao diabetes:

e 1°Regra: Se Glucose <= 127,5 e Idade <= 28,5 entdo nao tem diabetes (classe
0).

e 2°Regra: Se Glucose <= 127.5, Idade > 28,5 e Indice de Massa Corporal <=
26,35 entdo ndo tem diabetes (classe 0).

e 3° Regra: Se Glucose <= 127,5, Idade > 28,5 ¢ ndice de Massa Corporal >
26,35 entdo ndo tem diabetes (classe 0).

e 4° Regra: Se Glucose > 127,5 ¢ Indice de Massa Corporal <= 29,95 entdo nio

tem diabetes (classe 0).

e 5°Regra: Se Glucose > 127,5 ¢ Indice de Massa Corporal > 29,95 entio tem

diabetes (classe 1).

Ou seja, se a S%regra ndo se verificar, entdo, segundo estes trés atributos, a mulher ndo
tera diabetes.
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fig = clf.best_estimator_.fit(x,y)

plt.figure(figsize=(15,12))

tree.plot_tree(fig, fontsize=10, feature_names=x.columns.values, class_names=["0","1"])
plt.show()

P WN R

Bloco de codigo 9. Criagdo da figura com a arvore de decis@o obtida (“clf.best_estimator ).

gini = 0.454
samples = 768
value = [S00, 268]

class = 0
Glucose <= 127.5 Wﬁ > 127.5
gini = 0313 gind = 0474
samples = 485 samples = 283
value = [391, 94] value = [109, 174]
class = 0 class = 1
Indice de Massa Indice de Massa
Idade <= 28.5 :
Idade > 28.5 Corporal <= 29.95 Corporal = 29.95
gini = 0,155 = gini = 0 432 gind = 0,399
samples = 371 1::|I-JJE:.D-4;-;'4 samples = 76 samples = 207
value = [248, 23] value = [143, 71] value = [52, 24] value = [57, 150]
class = class = 0 class = 0 class = 1
fndice de Massa Indice de Massa
Corporal <= 26.35 Corporal > 26.35
ighnii = 0,093 gini = 048
samples = 4] samples = 173
walee = [39, 2] valug = [104. 69]
class =0 class =

Figura 9. Representacdo grafica da arvore de decis@o obtida para o dataset “Pimalndians”.

O dataset “Pimalndians™ tem apenas duas classes e, portanto, a andlise da curva ROC ¢
direta, tal como ¢ apresentado no bloco de codigo 10.

1. plt.figure(1)

2. plt.plot([e, 1], [0, 1], 'k--")

3. fpr, tpr, _ = roc_curve(y_test, y_pred_test_prob_NB[:,1])
4. roc_auc = auc(fpr, tpr)

5. plt.plot(fpr, tpr, label="NB (area = %0.2f)"' % roc_auc)
6. fpr, tpr, _ = roc_curve(y_test, y_pred_test_prob_KNN[:,1])
7. roc_auc = auc(fpr, tpr)

8. plt.plot(fpr, tpr, label="KNN (area = %0.2f)"' % roc_auc)
9. fpr, tpr, _ = roc_curve(y_test, y pred_test_prob DT[:,1])
10. roc_auc = auc(fpr, tpr)

11. plt.plot(fpr, tpr, label='DT (area = %0.2f)' % roc_auc)
12. fpr, tpr, _ = roc_curve(y_test, y _pred_test_prob_RF[:,1])
13. roc_auc = auc(fpr, tpr)
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14. plt.plot(fpr, tpr, label='RF (area = %0.2f)' % roc_auc)
15. fpr, tpr, _ = roc_curve(y_test, y_pred_test_prob_NN[:,1])
16. roc_auc = auc(fpr, tpr)

17. plt.plot(fpr, tpr, label='NN (area = %0.2f)' % roc_auc)
18. plt.xlabel('False positive rate')

19. plt.ylabel('True positive rate')

20. plt.title('ROC curve')

21. plt.legend(loc="best")

22. plt.show()

Bloco de codigo 10. Calculo da curva ROC para o dataset “Pimalndians”.

Na figura 10 estdo apresentadas as curvas ROC de cada classificador e a respetiva area
debaixo da curva (AUC). Os classificadores Naive Bayes, Florestas Aleatorias e Redes
Neuronais representados a azul, vermelho e roxo respetivamente, sao os que t€ém melhores
resultados da curva ROC, com maior AUC e que se aproximam do canto superior

esquerdo (Taxa de Verdadeiros Positivos = 1 e Taxa de Falsos Positivos = 0).

10 A1
- .i#
-’-"
08 1 "'.r'*
[ 7]} -
w 061
i
I
§ 044
E — MAB (area = 0.82)
KMNN {area = 0.76)
0.2 1 —— DT (area = 0.75)
—— RF (area = 0.B4)
0.0 4 — NN (area = 0 _86])
00 02 04 06 08 10

False positive rate

Figura 10. Curva ROC do dataset “Pimalndians”. NB = Naive Bayes; KNN = K-Vizinhos Mais
Préximos; DT = Arvores de Decisdo; RF = Florestas Aleatorias; NN = Redes Neuronais.

Também para este dataset, com o algoritmo das Florestas Aleatdrias conseguimos analisar
a importancia dos atributos para a classificacdo, utilizando o Bloco de codigo 11. Na

figura 11 estdo representadas as importancias de cada um dos atributos.
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14. importances = clf.best_estimator_.feature_importances_
15. std = np.std([tree.feature_importances_ for tree in
clf.best_estimator_.estimators_],

16. axis=0)
17. indices = np.argsort(importances)[::-1]
18.

19. # Plot the impurity-based feature importances of the forest
20. plt.figure()

21. plt.title("Feature importances")

22. plt.bar(range(x.shape[1]), importances[indices],

23. color="r", yerr=std[indices], align="center")

24. plt.xticks(range(x.shape[1]), indices)

25. plt.xlim([-1, x.shape[1]])

26. plt.show()

Bloco de codigo 11. Estimativa de importancia dos atributos a partir do classificador Florestas
Aleatorias e criagdo de grafico.

Feature importances

M.

5 1 7 4 6 0 3 2
Numero do atributo

Importéncia do atributo

Figura 11. Grafico de importancia dos atributos do dataset “Pimalndians”. Os numeros no eixo
horizontal correspondem aos seguintes atributos: 5=BodyMasssIndex; 1=Glucose; 7=Age;
4=Seruminsulin; 6=DiabetesPedigree; 0=NuPregnacy; 3=TricepsSkinFoldThickness;
2=DiastolicBP.

O desempenho dos classificadores tendo em conta os atributos com maior importancia
foi avaliado, selecionando os atributos a estudar como apresentado no Bloco de codigo 12.

x = dados.iloc[:,0:-1]

std_scaler = StandardScaler()

x = pd.DataFrame(std_scaler.fit_transform(x), columns=x.columns)
x = x.iloc[:,[5,1,7,4]]

00 N oYU

Bloco de codigo 12. Exemplo de codigo para selecionar atributos 5, 1, 7 € 4 que correspondem
aos atributos de maior importancia do dataset “Pimalndians”.

Na tabela 10 estao representados os resultados da métrica exatidao ponderada para testes
com diferentes conjuntos de atributos. Tal como explicado no caso do dataset “Wine”, a
exatidao ponderada ¢ também a métrica mais indicada uma vez que nao existe o0 mesmo
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numero de dados para cada uma das classes deste dataset. No caso dos algoritmos Naive
Bayes, K-Vizinhos Mais Proximos e Arvores de Decisdo, quando se utilizam menos
atributos (especialmente apenas os 2 atributos de maior importancia), o seu desempenho
melhora, com um aumento de exatiddo ponderada entre 0,8 e 4,1%. Nos restantes casos,
quando se utilizam menos atributos o desempenho dos classificadores piora em
comparagdo ao caso em que todos os atributos sdo utilizados, apesar destes atributos
serem os atributos com maior importancia para a classificagao (como observado na figura
11). Neste dataset, os melhores resultados sdo obtidos com as Redes Neuronais e

utilizando todos os atributos.

Tabela 10. Resultados de exatiddo ponderada para varios testes com diferentes atributos do
dataset “Pimalndians”.

Todos os 4 atributos | 3 atributos | 2 atributos | 1 atributo
atributos de maior de maior de maior de maior
5=BodyMassInde | importincia | importincia | importincia | importincia
X 5=BodyMas | 5=BodyMas | 5=BodyMas | 5=BodyMas
1=Glucose s Index s Index s Index s Index
7=Age 1=Glucose 1=Glucose 1=Glucose
4=Serum Insulin 7=Age T=Age
6=Diabetes 4=Serum
Pedigree Insulin
0=NuPregnacy
3=TricepsSkin
FoldThickness
2=DiastolicBP
Naive 0,705 0,696 0,700 0,724 0,575
Bayes
K- 0,677 0,704 0,708 0,685 0,579
Vizinhos
Mais
Proximos
Arvores 0,664 0,655 0,663 0,705 0,512
de
Decisao
Florestas | 0,690 0,684 0,684 0,680 0,533
Aleatoria
S
Redes 0,753 0,704 0,708 0,705 0,567
Neuronai

S
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5.3. Conclusao

Os atributos mais representativos do dataset Pimalndians sdo o Indice de Massa Corporal,
a Glucose ¢ a Idade. No entanto, na arvore de decisdo obtida (figura 9) apenas dois deles
sdo relevantes para a tomada de decisdo. Esta arvore permite retirar regras que podem ser
utilizadas por uma pessoa ou um sistema para avaliar se, perante estes trés atributos uma
mulher tem ou ndo diabetes. A partir da arvore de decisdao ¢ possivel tirar as seguintes
conclusdes gerais:

o  Mulher com diabetes: se a quantidade de glucose > 127,5 ¢ o Indice de Massa
Corporal > 29,95.

o Mulher sem diabetes: caso contrario, ou seja, se a quantidade de glucose <=
127.5 ou se a quantidade de glucose > 127,5 e o Indice de Massa Corporal <= 29,95.

No entanto verificou-se que o melhor resultado de classificacdo ¢ obtido com as Redes
Neuronais utilizando todos os atributos, atingindo 80,2% de exatidao e 75,3% de exatidao
ponderada. Neste caso, a semelhanga do que acontecia para o dataset “Wine”, o modelo
criado em Python ou noutra linguagem teria de ser utilizado visto que o modelo nao ¢
facilmente reprodutivel graficamente. Também neste dataset, os resultados estao dentro
da mesma gama de valores dos reportados por outros autores (seccdo 2). Os melhores
classificadores foram também as Florestas Aleatorias e as Redes Neuronais, sendo que a
Rede Neuronal criada neste trabalho teve valores de exatidao ligeiramente superiores aos
reportados em (Kontkanen, 1999), possivelmente devido aos parametros utilizados.

Estes resultados permitem concluir que a quantidade de glucose e o indice de massa
corporal sdo fatores determinantes para medir a probabilidade das mulheres indigenas
Pima terem diabetes. E importante destacar que é necessario fazer um paralelo para o
mundo ocidental, visto que este dataset foi criado por um grupo especifico de mulheres
ha varios anos atras. No entanto, ainda hoje se verifica que estes dois fatores sdo fatores
importantes. A diabetes ¢ definida pelo facto do pancreas deixar de produzir insulina, a
substancia responsavel por processar a glucose. A acumulagdo de glucose no sangue ¢
um indicador da diabetes e 0 excesso de peso pode ser também um fator influenciador do
desenvolvimento da doenca. O modelo aqui criado ¢ mais simples que o modelo criado
para os vinhos. Para avaliar os fatores de risco para uma pessoa desenvolver diabetes, um
utilizador teria de medir o peso e altura de forma a calcular o Indice de Massa Corporal e
medir a quantidade de glucose no sangue. Os valores teriam também de ser normalizados
tendo em conta os limites utilizados na criacao deste modelo.

6. Conclusoes

Neste trabalho foi desenvolvido um programa de raiz na linguagem Python capaz de
analisar e proceder a classificacdo de dois datasets com caracteristicas diferentes. O
dataset “Wine” com trés classes e dados de analises quimicas de vinhos italianos e o
dataset “Pimalndians” com duas classes e dados de fatores de risco de ter a doenca
diabetes.
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Os resultados de exatidao do dataset “Pimalndians” sdo inferiores aos do dataset “Wine”.
Uma possivel explicacdo ¢ a diferenca pequena entre as distribui¢des dos atributos
quando agrupados por classe no dataset “Pimalndians”.

O melhor classificador para o dataset “Wine” foi o classificador Florestas Aleatorias e as
Redes Neuronais com valor de exatiddo 100%, tal como representado pela curva ROC. O
melhor classificador para o dataset “Pimalndians” foi também as Redes Neuronais,
seguidas do classificador Naive Bayes, com valor de exatidio 80,2% e 76,6%,
respetivamente. O mesmo pode ser observado pela curva ROC.

Foi possivel encontrar regras que permitam a um utilizador classificar o tipo de cultivo
dos vinhos italianos ou se uma mulher tem diabetes, utilizando as arvores de decisdo.
Apesar dos valores de desempenho serem diferentes entre os datasets, ndo houve
diferencas significativas entre os diferentes classificadores para os dois datasets.

No futuro, poderao testar-se novos algoritmos de classificagdao. No entanto, os resultados

reportados por outros autores mostram que os valores de exatiddo sdo semelhantes aos
obtidos neste trabalho.
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